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Diese Arbeit beschéftigt sich mit der Kopplung von konnektionistischer und deklarativer Wis-
sensreprisentation. Wir beschreiben vier mogliche Kopplungsansitze: Probabilistisches Schlie-
Ben mittels neuronaler Netze, Netze und Unifikation, Optimierung von Prologs Beweisstrategie
und Wissensakquisition mit Hilfe konnektionistischer Modelle. Durch konkrete Implementie-
rungen der letzten beiden konnten wir belegen, daB eine Kopplung mdglich und auch sinnvoll
ist. Bei der Optimierung von Prologs Beweisstrategie wird das zum Beweis zufillig generierter
Anfragen benétigte Steuerungswissen durch ein neuronales Netz gelernt. Das durch das Netz ge-
neralisierte Steverungswissen wird anschliefiend zum effizienteren Beweis von ungelernten An-
fragen benutzt. Bei der Wissensakquisition mit konnektionistischen Modellen werden aus einer
Menge von Rohdaten strukturierte Prolog-Regeln erzeugt.

1 Einleitung

In der KI wird heute oft zwischen symbolischer und subsymbolischer Wissensreprisenta-
tion unterschieden. Bei der symbolischen Wissensreprisentation wird jedem Begriff genau
eine lokale und symbolische Reprisentationseinheit zugeordnet. Bei der subsymbolischen
Wissensreprisentation wird Wissen iiblicherweise verteilt, z.B. in Verbindungsgewichten
und Aktivitdten eines neuronalen Netzes, reprisentiert. D.h., es ist nicht mehr moglich,
einem einzelnen Verbindungsgewicht einen Begriff eindeutig zuzuordnen.

Der erfolgreiche Einsatz von (symbolisch orientierten) Expertensystemen in den verschie-
densten Gebieten wie Diagnose, Konstruktion und Planung zeugt von der Niitzlichkeit einer
symbolischen Wissensverarbeitung. Diese Art der Wissensverarbeitung ist jedoch proble-
matisch, wenn es um die Verarbeitung von Daten aus natiirlichen Prozessen geht. Solche
Daten liegen oft in der Form von MeBwerten vor, die weit von einer symbolischen Repri-
sentation entfernt sind [BECKS ET AL. 90]. Desweiteren zeigen Expertensysteme typischer-
weise Schwichen in der Verarbeitung von unscharfem Wissen, Umgehen mit Wider-
spriichen sowie in Einsatzgebieten, in denen keine ,,Regeln* a priori bekannt sind. Leistun-
gen wie ,,Lernen aus Erfahrung™ oder ,,Umgehen mit untypischen Situationen® (graceful de-
gradation) kénnen von solchen Systemen nur schlecht erbracht werden. Hutchison und Ste-
phens schreiben, daf die von konventionellen Expertensystemen verwendeten symbolisch
reprisentierten Regeln nur angengherte Beschreibungen von komplexen Sachverhalten dar-
stellen [HUTCHISON / STEPHENS 87]. In groen Systemen konnen Ungenauigkeiten und
Kontextabhidngigkeiten verschiedener Regeln unakzeptable Fehler in der Ausgabe hervorru-
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fen. Auch konnen Experten ihr Wissen oft nur schwer durch Regeln beschreiben. Insbeson-
dere ist es sehr schwer, Wissen zu beschreiben, welches aus den Erfahrungen aus vielen
Fallbeispielen gewonnen und nicht durch Regeln erfafit wurde [MOZER 87].

Konnektionistische Modelle behaupten, einen gro3en Teil dieser Nachteile vermeiden zu
kodnnen. Mit verteilter Wissensreprisentation arbeitende Systeme sollen eine prizisere Wie-
dergabe von komplexen Sachverhalten erlauben. Wissen soll direkt aus Erfahrung gelernt
werden kénnen [HUTCHISON / STEPHENS 87]. Zudem werden konnektionistische Modelle
durch eine gute Generalisierungsfihigkeit sowie durch die Fihigkeit zur “graceful degrada-
tion” charakterisiert [RUMELHART / MCCLELLAND 86b]. D. h., sie sollen dazu in der Lage
sein, fehlerhafte und unvollstindige Daten verarbeiten sowie zu jeder Eingabe die passendste
Ausgabe liefern zu kdnnen.

Aber auch konnektionistische Modelle zeigen Schwichen. Das von ihnen gelernte Wissen ist
aufgrund der verteilten Reprédsentation nicht kommunizierbar. Es 148t sich nicht einfach be-
schreiben und interpretieren. Dagegen konnen Konzepte in symbolischen Systemen in einfa-
cher und klarer Form dargelegt werden. Somit ld6t sich auf symbolischer Ebene gelerntes
Wissen besser kommunizieren und auch verifizieren. Auch aus anderen Griinden kann es
sinnvoll sein, symbolische Regeln als Wissensreprésentation zu wihlen. Denkbar wiren
Fille, in denen Lernen aus Erfahrung nicht sinnvoll ist (z. B. in lebenswichtigen Bereichen),
oder Situationen, die so selten vorkommen, da8 es unwahrscheinlich ist, sie aus Erfahrung
lernen zu konnen. Oft ist das Wissensgebiet auch zu umfangreich, als daB es aus Erfahrung
gelernt werden konnte. In diesen Fiéllen wird durch symbolische Regeln meistens eine er-
hebliche Verbesserung erreicht [HUTCHISON / STEPHENS 87].

Aus den aufgefiihrten Griinden wird jedoch deutlich, dal die Schwichen der einen Wissens-
reprdsentation die Stdrken der anderen bedeuten kénnen. So scheint es sinnvoll, eine Ver-
bindung zwischen symbolischer und subsymbolischer Wissensreprisentation zu versuchen,
um so die Vorteile beider in einem System zu vereinen. Dabei kénnen die konnektionis-
tischen Modelle einen moglichen Briickenschlag zwischen den Rohdaten auf subsymboli-
scher Ebene und symbolischen Systemen darstellen.

Bei der Bearbeitung des Themas kristallisierten sich vier verschiedene Ansitze zur Kopp-
lung der subsymbolischen und der symbolischen Ebene heraus. Zwei dieser Ansitze wur-
den theoretisch weitergefiihrt. Sie sind in dem Kapitel 2 beschrieben. Die anderen Ansitze
wurden nach einer theoretischen Bearbeitung in konkrete Modelle umgesetzt und implemen-
tiert. So beschiftigt sich Kapitel 3 mit dem Thema ,, Konnektionistische Modelle zur Opti-

mierung von Beweisstrategien” und zeigt ein dazu entwickeltes Modell. In Kapitel 4 wird

ein Modell zur Wissensakquisition fiir regelbasierte Systeme mit konnektionistischen Model-
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len vorgestellt. Die wesentlichen Ergebnisse, die bei der Kopplung der beiden Wissensre-

prasentationen herauskamen, werden in Kapitel 5 vorgestellt.

2 Moglichkeiten der Kopplung

Bei der Auseinandersetzung mit dem Thema der Kopplung von deklarativer und konnektio-
nistischer Wissensreprisentation ergaben sich vier prinzipiell mogliche Ansitze [ULTSCH
(ED.) 90]: 1.) probabilistisches SchlieBen mittels neuronaler Netze d.h die Verwendung von
neuronale Netze als Wahrscheinlichkeitskalkiile. 2.) die Verwendung von konnektionis-
tischen Modellen zur Unifikation. 3.) Konnektionistische Modelle zur Optimierung von Be-
weisstrategien. 4.) Wissensakquisition fiir regelbasierte Systeme.

In Kapitel 2.1 werden die Ansitze zum probabilistischen SchlieBen durch neuronale Netze
vorgestellt, Kapitel 2.2 beschiftigt sich mit Netzen und Unifikation. Die Themenbereiche
Modelle zur Optimierung von Beweisstrategien und Wissensakquisition fiir regelbasierte
Systeme mit konnektionistischen Modellen werden in den Kapiteln 3 und 4 ausfiihrlicher
beschrieben.

2.1 Probabilistisches SchlieBen mittels neuronaler Netze

Daten aus physikalischen Prozessen sind oft inkonsistent, d. h. fehlerhaft, widerspriichlich
und unvollstindig. Verwendet man diese Daten als Eingabe fiir ein symbolisches Experten-
system, dessen Wissen auf einer Konzeptualisierung der realen Auflenwelt [GENESERETH /
NILSSON 87] beruht, so wird deutlich, daf in Expertensystemen probabilistische Schlufifol-
gerungen unvermeidlich sind. Meistens finden sich daher in existierenden Expertensystemen
,-ad hoc*-Realisierungen, die oft implementiert wurden, ohne dafi ein klar definiertes Evi-
denzkalkiil zugrunde liegt. Als klassisches Evidenzkalkiil gilt z. B. die SchluBmethode der
klassischen Wahrscheinlichkeitstheorie mit der Formel von Bayes [PEARL 86]. Die klas-
sische Wahrscheinlichkeitstheorie beruht darauf, dal mit der Wahrscheinlichkeit einer
Hypothese auch die der gegensitzlichen Hypothese definiert ist. In der Medizin z. B. stellt
dies ein Problem dar. Bestimmte Symptome lassen eine Krankheit wahrscheinlich
erscheinen, jedoch ist bei Nichtauftreten der Symptome keineswegs sicher, dafl der Patient
gesund ist. Die Dempster-Shafer-Theorie trigt dem Rechnung, indem hier jedem Element
der Potenzmenge aller Hypothesen eine Wahrscheinlichkeit zugeordnet wird [DEMPSTER ET
AL. 76]. Die von Zadeh 1965 entwickelte Fuzzy-Set-Theorie geht in eine andere Richtung
[ZADEH 78]. Der Unterschied zu den bisherigen Theorien liegt darin, daf die Wahrschein-
lichkeit einer Hypothese nicht durch eine Zahl, sondern durch eine charakteristische Funk-
tion beschrieben wird. Die genannten Theorien liefern im Bereich des probabilistischen
SchlieBens kein zufriedenstellendes Ergebnis [PUPPE 88]. Die Anwendung von konnektio-
nistischen Modellen in diesem Bereich kdnnte daher eine Losung sein.
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Es gibt verschiedene Ansitze, Netzwerke in der klassischen Wahrscheinlichkeitsrechnung
einzusetzen. So hat Pearl verschiedene Modelle der Wahrscheinlichkeitsrechnung auf Netz-
werke transferiert [PEARL 87]. Hierbei wird allerdings nur eine Parallelisierbarkeit der
Wahrscheinlichkeitskalkiile gezeigt. Einen neuen konnektionistischen Ansatz in der Wahr-
scheinlichkeitsrechnung stellen sie nicht dar. Bounds dagegen 15st sich vollstindig von der
Theorie der klassischen Wahrscheinlichkeitsrechnung [BOUNDS ET AL. 88]. Hier werden
eingegebene Fille durch die interne Reprisentation Diagnosen zugeordnet. Diese interne Re-
prisentation gewinnt das Modell durch Lernen aus Beispielen. Die Abhéngigkeiten von Ein-
gaben und Diagnosen miissen also nicht mehr berechnet werden. Es gilt also ein Verfahren
zu finden, welches aus einer Menge von Beispielen die Abhédngigkeiten selbst entdeckt und
damit selbstéindig ein Wahrscheinlichkeitskalkiil entwickelt, das dem durch die Beispiele be-
schriebenen Problem gerecht wird.

2.2 Netze und Unifikation

Unifikation, d. h. das Angleichen zweier Ausdriicke, ist ein zentraler Bestandteil der sym-
bolischen und insbesondere der logischen Programmierung. In vielen “real world”- Anwen-
dungen konnte die Forderung nach absoluter Gleichheit in der Unifikation zu hart sein. So
kann ein syntaktischer Fehler eine Unifikation nnmoglich machen, obwohl dieser Fehler
semantisch keine Bedeutung hat. Es erscheint daher sinnvoll, einen Unifikationsalgorithmus
zu entwickeln, der die auf absolute Gleichheit basierende Unifikation verldft. Auch ist das
Beweisverfahren von Prolog ein sehr aufwendiges, da der Prolog zugrundeliegende Unifi-
kationsalgorithmus in der gesamten Datenbasis nach dem allgemeinsten Unifikator sucht.
Hier wire ein System denkbar, das eine geeignete Heuristik entwickelt, um diesen in einer
kiirzeren Zeit zu finden. Einen Ansatz zur Realisierung der Unifikation in einem konnektio-
nistischen Modell zeigt z. B. Stolcke [STOLCKE 89]. Er bildet die Unifikation als algebra-
ische Operation in ein konnektionistisches Modell ab. Durch die Wahl einer lokalen Repri-
sentation erscheint Stolckes Modell jedoch in erster Linie als die Umsetzung eines klassi-
schen Unifikationsverfahrens in eine Baumstruktur oder ein semantisches Netz. Dadurch
vergroBert sich bei steigender Komplexitét der Logikprogramme jedoch sehr schnell die An-
zahl der benétigten Knoten. Die gleichen Probleme betreffen den Ansatz von Ballard, in dem
ebenfalls die bekannte Unifikationsstrategie mittels einer lokalen Reprisentation auf ein
Netzwerk libertragen wird [BALLARD 86].

3 Optimierung der Beweisstrategie von Prolog

Prolog-Interpreter stellen eine Implementierung eines Beweisverfahrens fiir Hornklauseln

dar. Die Resolution wird mittels eines statischen und vordefinierten Mechanismus' vorge-

nommen. Im Falle des Fehlschlagens der Strategie erfolgt systematisches Backtracking zur




|
i
|
{
|
H

- 78 -

letzten getroffenen Auswahl. Dieser Mechanismus hat zur Folge, daf} selbst einfache Pro-
gramme zu ineffizienter Berechnung und Nicht-Terminierung fiihren kénnen, weil die Ursa-
che des Fehlschlags nicht analysiert wird. Die dem Programmierer mogliche implizite Steue-
rung iiber die Reihenfolge der Programmklauseln und die Anordnung von Konjunktionen ist
im allgemeinen fiir eine effiziente Berechnung nicht ausreichend [NAISH 84]. Die explizite
Steuerung iber syntaktische Hilfsmittel wie cut, fail, repeat etc. widerspricht der Verwen-
dung von Prolog als deklarative Programmiersprache [ULTSCH 87).

Wir beschreiben nachfolgend einen Ansatz zur Reprisentation von Steuerungswissen durch
konnektionistische Modelle. Diese Modelle sind lernfihig und haben die Fihigkeit zur
Selbstorganisation. Wissen ist in konnektionistischen Modellen verteilt reprisentiert, d. h.
in der Struktur und den Gewichten des konnektionistischen Modells gespeichert. Aus diesen
Eigenschaften resultiert die Fahigkeit dieser Modelle, auch auf bisher unbekannte Eingaben
zu reagieren [KEMKE 88]. Ziel unseres Ansatzes ist es, die vorwirts gerichtete Steuerung
des SchluBfolgerungsmechanismus’ von Prolog, also die Klausel- und Literalauswahl, zu
verbessern. Wir zeigen auf, daB es moglich ist, Steuerungswissen iiber durchgefiihrte Pro-
log-Berechnungen mit Hilfe konnektionistischer Modelle zu gewinnen und geeignet zu re-
prasentieren. Die mit unserem Ansatz realisierte Steuerung liefert gegeniiber der von Prolog
und auch gegeniiber der von Prolog mit einem verbesserten statischen Steuerungsmecha-
nismus eine effizientere Berechnung. Das Kriterium fiir die Verbesserung ist dabei die An-
zahl der durchgefiihrten Unifikationen, Resolutionsschritte und Backtracks. Neben einer ef-
fizienten Berechnung von beobachteten Beweisen wird die Verallgemeinerung auf neue An-
frage untersucht. Dabei unterscheiden wir unbekannte Anfragen an Programme, zu denen
bereits andere Berechnungen erfolgten und denen, die nicht fiir das Anlernen der konnek-

tionistischen Modelle verwendet wurden.
3.1 Darstellung und Generierung von Steuerungswissen

Die unserem Ansatz zugrundeliegende Idee besteht darin, Wissen iiber durchgefiihrte Pro-
log-Berechnungen zu speichern und fiir einen effizienten Beweis neuer Anfragen zu nutzen.
Durch eine Abstraktion des Steuerungswissens wird daher eine Generalisierung auf andere
Programme méglich. Um das Wissen iiber Prolog-Beweise in konnektionistischen Modellen
zu reprisentieren, miissen diese Beweise zunichst in geeigneter Form beschrieben werden.
Zur Beschreibung von Anfragen bzw. Beweisschritten in Prolog-Berechnungen withlen wir
spezielle Merkmale dieser Anfragen bzw. Beweisschritte aus. Diese Merkmale werden dann
zur Netzeingabe kodiert. Da die Relevanz eines Merkmals eng mit der zu bewiltigenden
Aufgabe verkniipft ist, ist die Auswahl der Merkmale fiir die Klausel- und Literalauswahl
unterschiedlich.
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Fiir eine Klauselauswahl ist es dabei sinnvoll, die Typen der Argumente zu unterscheiden
(vgl. [ULTSCH ET AL. 90]). Dabei werden in den verwendeten konnektionistischen Model-
len dhnliche Typen auch mdglichst dhnlich kodiert, um bei der Verallgemeinerung von ange-
lernten Anfragen auf neue Anfragen unter Ausnutzung der Ahnlichkeiten reagieren zu kon-
nen. Die Typen werden anhand eines Typenbaums spezifiziert, der beginnend von der Wur-
zel von einer allgemeinen Beschreibung immer spezieller wird. Ahnlichkeiten driicken sich
durch die Vater-Sohn-Beziehungen und die Nidhe von Briiderknoten aus. Fiir die Auswahl
einer Klausel spielen auch die Identitit von Argumenten und das Enthaltensein eines Argu-
ments in einem anderen Argument eine Rolle. Neben der Beschreibung der Argumenttypen
wird daher festgestellt, welche Argumente identisch bzw. in anderen Argumente}l enthalten
sind. Diese Information wird in einer sogenannten Identititsmatrix gespeichert.

Bei der Literalauswahl ist der Typ der Argumente weniger interessant als die Frage, ob ein
entsprechendes Argument bereits instantiiert ist. Deshalb verzichten wir bei der Literalaus-
wahl auf die Typen der Argumente und kodieren den Instantiierungsstatus. Um Beziehun-
gen und Abhingigkeiten zwischen Literalen zu kodieren, ist es wie bei der Klauselauswahl
notwendig, auf Identititen von Argumenten bzw. Identititen von Subtermen einzugehen.
Die schon bei der Klauselauswahl benutzte Identitdtsmatrix findet deshalb auch in der Lite-
ralauswahl Verwendung. Die Identitit und das Auftreten identischer Subterme wird hier
iiber alle Argumente aller austauschbaren Literale beschrieben.

3.2 Architektur einer Implementierung

Um in die Beweisstrategie von Prolog Eingriff nehmen zu konnen, bedarf es einer Meta-
Ebene. In ihr ist es einerseits moglich, Prolog beim Beweis einer Anfrage ,,zu beobachten®
und dabei die zum Anlernen der neuronalen Netze benttigten Merkmale abzuleiten. Anderer-
seits kann aus einer Meta-Ebene in den Beweis einer zu resolvierenden Prolog-Anfrage ein-

gegriffen werden, um diesen mit Hilfe des Wissens der angelernten Netze zu verbessern.

Als Beispiel fiir die konkrete Realisierung dieses Ansatzes stellen wir das System CRECK
(Connectionistic REpresented Control Knowledge) vor: CRECK besteht im wesentlichen
aus drei Komponenten: einem generierenden Meta-Interpreter, einem optimierenden Meta-
Interpreter und den konnektionistischen Modellen. Der generierende Meta-Interpreter (GMI)
gewinnt aus Beweisen von Trainingsanfragen Steuerungswissen zur Klauselauswahl und
Literalreihenfolge. Das extrahierte Steuerungswissen wird im Kodierer als Lerneingabe fiir
die konnektionistischen Modelle aufbereitet. Zusitzlich zum Steuerungswissen werden In-
formationen iiber die Struktur des Programms erzeugt. Diese Strukturinformationen werden
einmalig zu Beginn der Lernphase vom Programm-Struktur-Analysierer (PSA) erstellt und
stehen in der Arbeitsphase zur Verfiigung. Aus den Strukturinformationen wird die Grée

der Netzwerke bestimmt und die Netze entsprechend konfiguriert (s. Abb. 1).
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In der Arbeitsphase verwenden wir ein Laufzeitsystem fiir Prolog-Berechnun gen, genannt
optimierender Meta-Interpreter (OMD). Es wird versucht, den Beweis von Anfragen an be-
kannte und unbekannte Programme mit Hilfe des in den Netzwerken reprisentierten Steue-
rungswissens zu verbessern (s. Kapitel 3.4). Die Anfragen an das Prolog-Programm wer-
den zufillig generiert. Bei der Bewertung des Ergebnisses ist zwischen angelernten und
nicht angelernten Anfragen zu unterscheiden. Bei an gelernten Anfragen geht es im Prinzip
nur um eine Reproduktion vorgegebener Lernmuster. Effizientere Berechnungen als bei der
Verwendung von Prolog fiir nicht angelernte Anfragen deuten darauf hin, daB im Netz gene-

ralisiert wird. Die dritte Komponente bilden die konnektionistischen Modelle, die im niich-
sten Kapitel noch genauer erlidutert werden (s. Abb. 1).
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Abb. 1:  Ein System zur Optimierung von Prolog-Beweisen mit Hilfe neuronaler Netze

Das System CRECK wurde auf einer SUN SPARCstation in Prolog und C realisiert. Die
verwendeten Meta-Interpreter und der Programm-Struktur-Analysierer wurden in Quintus-
Prolog, die konnektionistischen Modelle sowie Kodierer und Dekodierer in C implementiert.

3.3 Neuronale Architekturen zur Reprisentation von Steuerungswissen

Bei der von uns realisierten Art der Speicherung des Steuerungswissens handelt es sich um
eine Eingabe-Ausgabe-Assoziation. Die Eingabe ist die kodierte Prolog-Anfrage; die Aus-
gabe ist die kodierte Strukturbeschreibung der zu wihlenden Klausel bzw. die kodierte Lite-
ralreihenfolge. Fiir unsere Anwendung kommen daher vor allem konnektionistische Modelle
mit iiberwachten Lernverfahren in Frage [ULTSCH 89]. Um jedoch auch Aussagen tiber die
Eignung konnektionistischer Modelle mit uniiberwachten Lernverfahren machen zu konnen,
haben wir ebenfalls ein Kohonen-Netz getestet. Wir verwenden jeweils getrennt angelernte
Netze zur Klausel- bzw. Literalauswahl, da sich die Ein- und Ausgaben hierbei unterschei-




